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Co warto wiedziec

o Podstawy statystyki i rachunku prawdopodobienistwa (srednia,
wariancja, i inne podstawowe statystyki, rozktad normalny - identyfikacja
parametréw, korelacja regresja, testowanie hipotez, niezalezno$c)

) Podstawy algebr Yy liniowej (przestrzen liniowa, wektor, iloczyn skalarny,
wartosci i wektory wlasne, dziatania na macierzach, metoda najmniejszych

kwadratow)

[ Podstawy baz danych (struktury danych, relacja, klucz, indeks)

M. Korzen Algorytmy Eksploracji Danych



Troche historii

@ 1763, twierdzenie Bayes’a
@ 1774-1812, P. Laplace

(nierozré6znialno$¢, prawo nastepstw,...)

e 1801, C. E Gauss, MNK, Ceres

@ 1922, R. A. Fisher, Metoda
najwiekszej wiarygodnosci

@ 1927, K. Pearson, E. Peasron, J. S.
Neyman, wnioskowanie
statystyczne

@ 1950, Metody bayesowskie

(Wnioskowanie bayesowskie, sieci
bayesowskie, klasyfikator Bayesa, filtry
Bayesa, regularyzacja Bayesowska,

metoda MAP)
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Gromadzenie danych

Dawno dawno temu

@ 1662, 1838 — pierwsze tablice

trwania zycia, poczatki Wspélczesnie
demografii i ubezpieczen e 1998, Wal-Mart 11 TB, 20- 10°

@ 1790 pierwszy spis ludnosci w transakcji detalicznych dziennie
USA (3929326 ludnosci w tym 697681 o Zapis ludzkiego genomu 3.3 -10°
niewolnikéw) nukleotyd(’)w

o 1865, Mendel przebadat ok @ 2008, www.google.com zawierat
29000 prébek roslin (grochu) 10'2 unikalnych adreséw url,

@ 1936, Zbi6r iryséw 150 6310 stron

przyklad(’)w, (R. A. Fisher analiza
dyskryminacyjna)
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www.google.com

Kilka poje¢

o Statystyka
@ Uczenie maszynowe (ang. Machine Learning)
o Eksploracja danych (ang. Data mining)

) Wydobywanie wiedzy z baz danych (ang. Knowledge Discovery in
Databases — KDD)

o Inteligencja Biznesowa ? (ang. Business Intelligence)

o Systemy wspomagania decyzji (ang. Decision Support System — DSS)
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Uczenie maszynowe, Eksploracja danych i Statystyka

Uczenie maszynowe
o Wiekszy nacisk na rozwigzywanie konkretnego zagadnienia

o Troche blizej statystyki

Eksploracja danych
@ Wiekszy nacisk na sam algorytm

@ Troche blizej informatyki

Statystyka
e Wiekszy nacisk na wsparcie teoretyczne

Generalnie synonimy i trudno wyznaczy¢ granice
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Generalna zasada

Podstawa kazdego wnioskowania (modelowania) jest czynienie
zalozen J

Nie ma modeli, ktére bylyby poprawne w kazdej sytuacji )
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Zbiér danych

Tabela z danymi - formalnie para (U, A),
e U= {Ltl, veey u,,} - zbi6r obiektow (przyktad6w, probek, rekordow)
o A ={ay,...,d,} - zbior atrybutéw (zmiennych, kolumn, cech)

e A'= Au D czasami wyr6zniamy atrybut decyzyjny
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Zbiory danych

Wazne odstepstwa od schematu (U, A)
o relacja lub kilka relacji w bazie danych
o dyskografia, wideoteka, album ze zdjeciami

@ zbiér dokumentow tekstowych

® WWw

e systemy informacji przestrzennej ( (ang. spatial)
°

iwiele innych ...

M. Korzen Algorytmy Eksploracji Danych



Zbior danych, a préba losowa

i.i.d. szczegblny ale dos¢ czesty przypadek danych (ang.

independent and identically-distributed)
stacjonarnos$é rozumiana jako niezalezno$c¢ rozktadu od czasu
niestacjonarnos$¢ zaleznos¢ rozkladu od historii i czasu

proébki zalezne proces losowy, szereg czasowy, strumieni danych

(ang. data stream)
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Problemy z danymi

Danych moze byé duzo (zar6wno obiektow jak i atrybutéw; Co jest gorsze ?)

Dane numeryczne, symboliczne, opis stowne, teksty, obrazy
itp...
Selekcja cech jest czesto krytyczna — skréty z danych

Przyrost iloSci danych

Braki w danych
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Whnioski

@ Spos6b gromadzenia powinien ulatwiac: wstawianie,
kasowanie, wyszukiwanie (DBMS)

@ Spos6b gromadzenia powinien utatwia¢ zadania analizy
danych

@ Jezeli rozmiar na to pozwala nalezy uzywac najlepszych
znanych rozwiazan

@ Jezeli rozmiar jest zbyt duzy nalezy stosowac szybkie
rozwiazania przyblizone lub prébkowanie
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Rodzaje pamieci

Rejestry — czas dostepu rzedu kilku taktéw zegara
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Rodzaje pamieci

Rejestry — czas dostepu rzedu kilku taktéw zegara
Cache -10[ns]
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Rodzaje pamieci

Rejestry — czas dostepu rzedu kilku taktéw zegara
Cache -10[ns]
Operacyjna(RAM) —100[ns]
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Rodzaje pamieci

Rejestry — czas dostepu rzedu kilku taktéw zegara
Cache - 10[ns]
Operacyjna(RAM) —100[ns]
Twardy dysk —10[ms]
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Rodzaje pamieci

Rejestry — czas dostepu rzedu kilku taktéw zegara
Cache - 10[ns]
Operacyjna(RAM) - 100[ns]
Twardy dysk —10[ms]
Kolejny poziom - 1[s] i wiecej

Jakie sg r6znice pomiedzy dyskiem, a RAM ?
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Male i duze zbiory danych

Matly - zbi6ér danych miesci sie w pamieci operacyjnej
komputera

Duzy - zbiér danych nie miesSci sie w calosci w pamieci
operacyjnej
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Male i duze zbiory danych

Matly - zbi6ér danych miesci sie w pamieci operacyjnej
komputera

Duzy - zbiér danych nie miesci sie w calo$ci w pamieci
operacyjnej

Matly - wybrany algorytm eksploracji wykonuje sie szybko

Duzy - wybrany algorytm eksploracji wykonuje sie wolno
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Whnioskowanie z danych

Statystyka Data mining
@ Plan eksperymentu o Dane sptywajq na biezaco
e Organizacja danych bez @ Sposob organizacji danych
znaczenia krytyczny (KNN)
e Hipotezy stawia ekspert @ Dane dostarczaja hipotez
e Testujemy pojedyncze o Testowane sg tysigce hipotez
hipotezy jednoczesnie (Apriori)
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Eksploracja danych a Statystyka

W jaki sposéb liczymy Srednia ?

o tak?
X1+tXo+...+ X,

n=

n
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Eksploracja danych a Statystyka

W jaki sposéb liczymy Srednia ?
o tak?

X1+tXo+...+ X,
n:—
n
@ moze tak ?

- Ga+...+xp2) + Xpe2j+ ...+ Xp)

=
n
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Eksploracja danych a Statystyka

W jaki sposéb liczymy Srednia ?
o tak?

X1+tXo+...+ X,
n:—
n

@ moze tak ?

- .+ X)) + (p2ga +

ot Xp)

=
n

@ czy moze tak ?

. = 1 (_. ; , )
xl+l_m Xi 1+ Xip1
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Narzedzia analizy danych

Matlab Optimization Toolbox, Neural Network Toolbox,
Bayes Net Toolbox,
http://www.mathworks.com/
http://www.cs.ubc.ca/~murphyk/Software/BNT/bnt .html

WEKA nttp://www.cs.waikato.ac.nz/~ml/weka/
R, Rattle nttp://togavare.con/

Python, orange http://www.ailab.si/orange/
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Python z pakietem Orange

© N O O A W N

Zalecana konfiguracja

python 26.x, Python 2.7.x Biblioteki: NumPy, SciPy, matplotlib,
orange

import orange
data = orange.ExampleTable("ionosphere")
logistic = orange.LogReglearner (data)
for ex in data[:-1]:

print ex.getclass(), logistic(ex)
for v in data.domain.variables:

if logistic.P[i]<0.05/30:

print v, logistic.wald_z[i], logistic.P[i]
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A W N =

Zalecana konfiguracja
R, rattle

install . packages("rattle",

library ("foreign")
setwd (" [WORKPATH] ")

d <— read.csv("dane.csv")

d <— read.arff("dane.arff")

dependencies=TRUE)

M. Korzen
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Matlab

N

load dane.txt
dane =

w

csvread ( ’dane.csv’)

[dataSet ,PA,nz]=readArff (’dataset.arff’);
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Przyklady

Publiczne repozytoria
@ http://mlr.cs.umass.edu/ml/datasets.html
@ http://weka.sourceforge.net/wiki/index.php/Datasets
@ http://1lib.stat.cmu.edu/

http://www.inf.ed.ac.uk/teaching/courses/dme/html/datasets0405.htm!
v
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Komponenty zadania eksploracji danych

o

Rodzaj zadania eksploracji
Struktura i parametry modelu
Funkcja oceny modelu moze mierzyc¢ jako$c¢ i ztozono$¢ modelu)

Metoda pr zeszukiwania (zaré6wno dobér struktury jak i optymalizacja funkcji

oceny)

SpOS()b zarzqdzania danymi (zwykle pomijany, dla duzych zbioréw
krytyczny, zwykle pamie¢ operacyjna lub DBMS)
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Rodzaje zadan eksploracji danych

Identyfikacja rozktadu podstawe zadanie statystyki
Klasyfikacja przyporzadkowanie obiektu do jednej z klas
decyzyjnych
Regresja prognozowanie warto$ci zmiennej ciaglej

Wyszukiwanie regul i wzorcow wyszukiwanie
zaleznos$ci/warunkowych zaleznos$ci w danych

Selelkcja i ekstrakcja atrybutow

Klasteryzacja podzial zbioru danych na grupy obiektéw
podobnych
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Struktura modelu - przyklady

Model liniowy

Y@ x) = ap+ Y aixi

n

i=1
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Struktura modelu - przyklady

Sie¢ neuronowa

1
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Struktura modelu - przyklady

Drzewo klasyfikacyjne
Decision Tree daneSodo9.arff $ dSS
ID,Il = ACE = ,DD
BMI<->15 3
1
4 WW = SCA = ,MM,WM 22 cases
81.8%
0
24 cases .TC=SYAL=,CCTT 11
70.8%
10 cases
90%
0 1
9 cases 9 cases
AR 704 77 804

Rattle 2008-pa..-02 10:55:31 palmer
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Struktura modelu - przyklady

Sie¢ bayesowska - graficzny model zaleznoSci

trzesienie ziemi
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Funkcja oceny - przyklady

blad sredniokwadratowy ocena modelu linowego jak i innych
dokladnosé klasyfikacji miara jakosci klasyfikatora
btad kwantyzacji mierzy jako$¢ grupowania danych

BIC miara uwzglednia ztozono$¢ modelu (ang. Bayesian

information criterion)
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Metoda przeszukiwania - przyklady

Programowanie kwadratowe bez lub z ograniczeniami (metoda
najmniejszych kwadratow, SVM)

Metody gradientowe (sieci neuronowe, regresja logistyczna)

Przeszukiwanie wszerz/ w glab, (z przycinaniem) (wyszukiwanie regut i
WZz0orcow)

Przeszukiwanie zachtanne w wykorzystaniem heurystyki (drzewa
decyzyjne)
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Przetwarzanie wstepne i wizualizacja
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Rozklad normalny

Jednowymiarowy - funkcja gestosci

1
f(x) - U\/ﬁexp(_ 20.2

Wielowymiarowy - funkcja gestosci

1
fo= exp (—5(x—u)Tz—1(x—u>)

1
V2nr'tdet(X)

(gdzie: u - jest wektorem warto$ci oczekiwanych wektora losowego, ~ —

jest macierzg kowariancji.)
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Zadania

o Normalizacja
o Dyskretyzacja
Binaryzacja

Analiza sktadowych gtéwnych

("]

("]

e Selekcja atrybutéow

e Uzupelnianie brakéw
(]

Wizualizacja danych
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Normalizacja

@ Zachowujaca zero

X
Xnorm=
max|x|
o Skalowanie .
X —min(x)
Xnorm =

max(x) — min(x)

e Standaryzacja zmiennej (z-score)

X—meanx
stdx

Xnorm =

e Standaryzacja wektora zmiennych ? — (préba wielowymiarowa)
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Dyskretyzacja

Zastapienie atrybutu ciggtego atrybutem dyskretnym

(przyjmujacym skonczong liczbe warto$ci) niosgcym zblizong

informacje do oryginatu. Wyr6zniamy zasadniczo dwa podejscia do

dyskretyzacji:

bez nadzoru uwzgledniana jest jedynie informacja rozktadzie
dyskretyzowanego atrybutu (klasteryzacja)

nadzorowane uwzgledniana jest informacja o rozkladzie tacznym
atrybutu dyskretyzowanego i decyzji
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Binaryzacja

Zastapienie atrybutu dyskretnego — przyjmujacego m wartosci, m
atrybutami binarnymi, jedynkujacymi sie dla odpowiednich
wartosci:

]color:green color=red | color=blue

green 1 0 0
red

red
green
blue

ol~|lo|o
o|o|—|—
~|lolo|o
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Analiza SkladOWYCh gléwnYCh (ang. principal component analysis)

Technika rzutowania zbioru danych lub zmiany uktadu odniesienia
w ten sposéb aby:

@ wektor zmiennych losowych zastapi¢ wektorem zmiennych
nieskorelowanych

@ uporzadkowa¢ zmienne wynikowe w kolejnosci istotnosci

@ mozliwa byta wzglednie prosta redukcja wymiarowosci oddzielajac
informacje od szumu.

Zastosowania:
@ wizualizacja danych wielowymiarowych
@ selekcja atrybutéw, redukcja wymiarowosci,
@ kompresja danych

@ analiza czynnikowa
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Przypomnienie

e Wektory wlasne odpowiadajace r6znym warto$cig wlasnym sg
ortogonalne, ponadto mozna wybrac je tak, aby byty
dodatkowo unormowane.

e WartoSci wlasne macierzy symetrycznej — a taka jest macierz
kowariancji — sg liczbami rzeczywistymi.

e Dla kazdej macierzy symetrycznej A istnieje ortogonalna
macierz P (zbudowana z wektor6w wlasnych P;) taka, ze
PTAP = A, gdzie A jest macierza diagonalng. Doktadniej jest to
macierz zawierajaca na gloéwnej przekatnej kolejne wartosci
wlasne macierzy A.
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Przypomnienie

e Dla macierzy symetrycznej mozna napisac rozklad spektralny
postaci:
A=PAPT = 11 PP} +...+ A, P, P} (1)

Zalezno$¢ (1) w przypadku, gdy wystepuje tylko kilka
dominujacych warto$ci wlasnych, daje mozliwos¢
aproksymacji macierzy A, bioragc pod uwage jedynie wektory
wlasne odpowiadajgce dominujacym warto$cig wlasnym.
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Analiza skladowych gléwnych

@ zbiér danych: X = [x;],i=1,...,p,j=1,...,n

o Szukamy kierunku (wersora a), dla ktérego rozktad rzutu
danych: (X — y)a — ma najwieksza wariancje tzn.:

Oa (X-wa) (X-wa)

al (X- ,u)T(X— wa= a’ covXa —, max.

@ ajest wersorem osi, tzn. |al| = vala=1
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Analiza skladowych gléwnych

Zatem szukamy takiego a, ktéry maksymalizuje:

a’covXa

przy ograniczeniach:
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Analiza skladowych gléwnych

Wprowadzajac mnoznik Lagrange’a dostajemy problem
optymalizacji bez ograniczen.

L@ A) =a’covXa—-A@a’a-1)
Rézniczkujac po a dostajemy:

oL
3 2covXa—-2la = 0 (2)

a
(covX—ADa (3)

Il
(=]

Zatem musi by¢: det(covX —Al) =0

oraz A jest najwieksza liczba spelniajaca to réwnanie.
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Analiza skladowych gléwnych

3 T T T T T . . .
L o 3t
o
2 0p O
2 L
o
1
~ o
< 0 o
-1
-2
a3l
-2 =il 0 1 2 -2 0 2
Xy ]

Rys. Préba dwuwymiarowa zmienne skorelowane, wektory wtasne macierzy
kowariancji przemnozone przez wartosci wlasne, transformacja do zmiennych

niezaleznych.
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Odleglo$c Mahalanobis’a

Odleglosci pomiedzy prébkami:

Manhattan ;
ax,y) = |xi— )l
i=1

euklidesowa

n

dx,y) =/ > (xi—yi)?

i=1

Mahalanobisa'

dxy) = \/x-y)Z7 (x—y)

1poréwnaj statystyke H? Hotelling'a oraz zwiazki z analiza wariancji
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Odlegl()éc Hmniga (dla danych nienumerycznych)

Odleglos¢ Hamminga
1, dlax=y

dx,y) =
Eoil {0, dlax#y
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Braki w danych

Brak wartosci wybranych atrybutéw dla pewnej liczby obiektow.
Rodzaje brakéw:

braki losowe (ang. missing at random) rozklad brakéw w danym
atrybucie jest niezalezny od warto$ci atrybutu oraz
pozostatych atrybutéw.

braki nielosowe (ang. missing not at random, informative missing) rozklad
brakéw w danym atrybucie jest zalezny od warto$ci
atrybutu lub pozostatych atrybutéw. (przekroczenie
skali pomiarowej przyrzadu, prawdopodobieristwo
niepodania wielko§$ci zarobkéw zalezy od ich
wysokosci)
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Braki w danych

Sposoby radzenia sobie z brakami

o Niektére metody (naiwny klasyfikator Bayesa) dziatajg bez
wiekszych probleméw zaréwno z brakami jak i bez brakéw w
danych

e Zawsze mozna usunac z tabeli wszystkie wiersze zawierajace
braki, lub kolumny zawierajace braki (po tej operacji mozemy
dostac zbiér pusty)

@ Zastosowac metode uzupelniania brakéw (np. wstawic typowa
wartos$¢, algorytm EM)
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Selekcja atrybutow

Wybér atrybutéw skorelowanych ze zmienng decyzyjna —
umozliwiajacy tak dokladne przewidywanie zmiennej decyzyjnej
jak pelen zbiér atrybutéw. Usuniecie zmiennych bez znaczenia dla
podejmowanej decyzji
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Wizualizacja i podsumowanie danych

o Histogramy

@ Wizualizacja probek

e Srednie, kowariancje, macierz korelacji
o Testy statystyczne, statystyki
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Szereg rozdzielczy, rozklad czestoSci

Rozklad czestosci

Przedstawia taczny rozklad czestosci/licznoSci jednowymiarowej
dyskretnej préby lub pojedynczej zmiennej

Szereg rozdzielczy

W przypadku zmiennej ciagtej réwnomierna dyskretyzacja zwana
jest szeregiem rozdzielczym, lub rozktadem empirycznym
pojedynczej zmiennej
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Zbioér danych - challenger ring

Temporal | Number of O- || Number expe- || Launch Leak-check
order of | rings at risk on || riencing ther- || temperature | pressure
flight a given flight mal distress (degrees F) (psi)
1 6 0 66 50

2 6 1 70 50

3 6 0 69 50

4 6 0 68 50

5 6 0 67 50

6 6 0 72 50

7 6 0 73 100
8 6 0 70 100
9 6 1 i 200
10 6 1 63 200
11 6 1 70 200
12 6 0 78 200
13 6 0 67 200
14 6 2 53 200
15 6 0 67 200
16 6 0 75 200
17 6 0 70 200
18 6 0 81 200
19 6 0 76 200
20 6 0 79 200
21 6 2 75 200
22 6 0 76 200
23 6 1 58 200
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Zbioér danych - autos

Tuel-type | body-style || drive-wheels || length | width L hi f-cylind i Tuel city-mpg | highway-
gas hatchback fwd 177.80 | 66.50 ohc four 122 2bbl 84 26 32
gas sedan fwd 177.80 | 66.50 ohc four 122 2bbl 84 26 32
gas ‘hatchback fwd 177.80 | 66.50 ohc four 122 2bbl 84 26 32
gas sedan fwd 177.80 | 66.50 ohc four 122 2bbl 84 26 32
gas hatchback fwd 177.80 | 66.50 ohc four 122 2bbl 84 26 32
gas sedan rwd 175 66.10 2670 ohc four 140 mpfi 120 19 27

diesel rwd 175 66.10 2700 ohc four 134 idi 72 31 39
diesel rwd 190.90 | 70.30 3515 ohc five 183 idi 123 22 25
diesel wagon wd 190.90 | 70.30 3750 ohc five 183 idi 123 22 25
diesel hardtop rwd 187.50 | 70.30 3495 ohc five 183 idi 123 22 25
diesel sedan rwd 3770 ohc five 183 idi 123 22 25
gas sedan rwd 3740 ohcv eight 234 mpfi 155 16 18
gas convertible wd 3685 ohcv eight 234 mpfi 155 16 18
lan rwd 3900 ohcv eight 308 mpfi 184 14 16
hardtop wd 3715 ohcv eight 304 mpfi 184 14 16
hatchback rwd 2910 ohc four 140 mpfi 175 19 24
hatchback fwd 1918 ohc four 92 2bbl 68 37 41
hatchback fwd 1944 ohc four 92 2bbl 68 31 38
hatchback fwd 2004 ohc four 92 2bbl 68 31 38
‘hatchback fwd 2145 ohc four 98 spdi 102 24 30
hatchback fwd 2370 ohc four 110 spdi 116 23 30
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Preprocesing przyklad Z00

animal || hair | feathers | eggs | milk | airborne | aquatic | predator | toothed | backbone | breathes | venomous | fins | legs | tail catsize type
aardvark || true | false | false | true | false | false | true true true true false | false | 4 |false | false | true || mammal
antelope || true | false | false | true | false | false | false true true true false | false | 4 | true | false | true || mammal
bass | false | false | true | false | false | true true true true Talse false | tue | 0 |tue | fae | false fish
bear | true | false | false | rue | false | false | true true true true false | false | 4 |false | fale | true || mammal
boar | true | false | false | rue | false | false | true true true true false | false | 4 | tue | fale | true || mammal
buffalo || true | false | false | true | false | false | false true true true false | false | 4 | tue | falbe | true || mammal
calf || true | false | false | true | false | false | false true true true false | false | 4 | tue | true true || _mammal
carp | false | false | true | false | false | true | false true true Talse false | tue | 0 |tue | tue | false fish
catfish || false | false | true | false | false | true true true true Talse false | tue | 0 |tue | fabe | false fish
cavy | true | false | false | true | false | false | false true true true false | false | 4 |false | true | false || mammal
cheetah || true | false | false | true | false | false | true true true true false | false | 4 |tue | fabe | true || mammal
chicken || false | true | true | false | true | false | false | false true true false |false | 2 | tue | tue | false bird
chub | false | false | true | false | false | true true true true Talse false | tue | 0 | tue | fabe | false fish
clam || false | false | true | false | false | false | true Talse Talse Talse false | false | 0 |false | false | false || invertebrate
crab_ | false | false | true | false | false | true true false false Talse false | false | 4 | false | false | false || invertebrate
crayfish || false | false | true | false | false | true true false false Talse false | false | 6 | false | false | false || invertebrate
crow || false | true | true | false | tue | false | true Talse true true false | false | 2 | true | false | false bird
deer | true | false | false | true | false | false | false true true true false | false | 4 | true | false | true || mammal
dogfish_| false | false | true | false | false | true true true true Talse fale | tue | 0 | true | false | true fish
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Graficzne przedstawienie rozkladu zmiennej

wartosci
8

atr. w olnictwie (%)

atr. w budownictwie(%)
atr. W ustugach rynkowych(36)

1 J_L ﬂ H o [
() 20 20 40 50 60 70 80 %0

10
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Histogram — rozklad liczno$ci
(zbiér dochod2000)

M. Korzen
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numer zmiennej

Wykres pudetkowy (ang. box plot)
(zbiér dochod2000)
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Tablice kontygeani (tablice dwudzielcze)

Tablice kontygenciji

Przedstawiaja faczny rozktad licznosci dwuwymiarowej proby
losowe;j.

Tablica: Przykladowa tablica kontygencji (zbiér z00 slajd 55)

] pidra \ domowe H false \ true H tacznie: ‘

false 71 10 81
true 17 3 20
| lacznie: || 88 | 13 || 101 |
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Preprocesing przyklad

0 10 2 B 4 50

Distribution of milk (sample)

domesic

Rate 2008-pa. ~19 15:29:38 palmer

Distribution of milk (sample)

0 2 B 4

Frequency
Rattl 2008-pa. ~10 15:29:33 pamer

milk by domestic (sample)

i

Ratle 2008-pa. ~18 15:29:38 palmer

M. Korzen

Rys. Histogramy czestosci,

wizualizacja macierzy kontygencji.

(wydruk z R)

[m] = =
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Preprocesing przyklad wbicrnouse)

Distibuton of P3 sampe) TG
g g
£ LI
N B Rys. Atrybuty ciagte, histogramy,
o o0 ssoomo | 200 o won oo soom dystrybuanta empiryczna, ocena
)
Cumlaive 3 (sample) AT réwnomiernosci rozktadu atrybut6w
g4 : na podstawie wykresu Benford’a.
ol N (wydruk z R)
ion mm mm 483686760
Ratle 2008-pa. 10 1516557 pamer Rt 200810 151657 palmer
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Preprocesing przyklad

Correlation auto_price.arff using pearson

height
city-mpg
& highway-mpg
S compression-—
Q wheel-base
Q length
OQQ siroke
S widin
OO curb-weight

neight /)

compression-ratio OOO/ (0/0,0/0,0/0 00N 00
RO/ 1008800300

length D\\OI QI 1990
OVR00P /0000000

swoke QOOQOOQ,O000Q0Q
vidh ONKOLIO00 /489300
cub-weisht OXNNQILIOL / #I0C0)
rice QQUNOQPI00# 4/ 60
ONNOPIPQI 18/ QIQ

peak-'vm QOOR/OOOOODAQ/CO
horsepover ONNQOFOOIIIIQ /O
normalized-| Icsses QOCTOCOOO0O000/

Rattle 2008-pa..~19 14:58:47 palmer
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Rys. Wizualizacja macierzy korelacji.

(wydruk z R)
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Zbior autos

number
number
8

10
Iil l . &

. . . M =
4 287 329 371 413 56 498 54 5118 9503 14069 18545 23021 27496 31972 36443 40924 45400
MPG price

Przyktad samochodéw o r6znym rodzaju napedu w zaleznosci od ceny oraz

zuzycia paliwa. (zbiér autos).
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Zbior autos

Rys. Wizualizacja danych w rzucie na
sktadowe gléwne z zaznaczonymi

klasami decyzyjnymi (typ napedu)

(zbiér autos).

[m] = =
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Zbioér challengerRing

Liczba usterek
S

1 —L

0

_<64.5 _>64.5
Temperatura [F]

Histogram liczby usterek pod warunkiem temperatury (zbiér challengerRing).
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Preprocesing przyklad

number

35 T T
I amphibian
I bird
3 5 [ fish
301 [Jinsect
[invertebrate
I mammal
I reptile
25
20
15
10
5L
OHII\\\\HII\\HH\H
0 088 178 267 356 444 533 622 711 8

legs

Rys. Dyskretyzacja zmiennej (ktryterium entropia)
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Zbiér Z00 rzut na skladowe glowne

O amphibian

®  bird

o fish

o insect

© invertebrate

® mammal

o reptle Klasy kolejno:
Q plazy
Q ptaki

& @ ryby

©Q owady
© bezkregowce
Q ssaki

2 Q gady
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Zbior Z00

35
- amphibian
sor | M vid
[ s
[ Jinsect
25F .
I:l invertebrate
- mammal
200 | I ertie
2
<]
2
2
15+
10
5k
0

false true
aquatic

Rozklad czestos¢ w klasach decyzyjnych dla zmiennej aquatic

[m] = =
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Paradygmaty uczenia maszynowego

Uczenie pod nadzorem modele prognozujace: klasyfikacja i
regresja

Uczenie bez nadzoru identyfikacja rozkladu, algorytmy
samoorganizacji, algorytmy grupowania

Uczenie ze wzmocnieniem uczenie zachowan i strategii,
wykorzystywane w algorytmach sztucznej inteligencji

M. Korzen Algorytmy Eksploracji Danych



Paradygmaty uczenia maszynowego

Zbior uczacy

@ uczenie pod nadzorem
P={X,d)}i=1,...,.p
@ uczenie bez nadzoru
P={X"i1,.p

e ;eR" die{-1,1},lubd;eR
@ p - liczba prébek uczacych
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Uczenie maszynowe — informacje ogélne

Zasadniczy podziat metod uczenia
Metody wsadowe (off-line), kroki algorytmu sg zalezne od catego
zbioru uczacego, (zwykle w takim trybie wyprowadzane sa Sciste
reguly uczace):
e PCA
o algorytm K-Srodkéw
Metody bezposrednie (on-line) kroki zaleza od jednej lub kilku
pr(’)bek LlCZQCYCh (szybkie przyblizenia metod wsadowych):
@ uczenie perceptronu
@ algorytmy samorganizacji: WTA, WTM

M. Korzen Algorytmy Eksploracji Danych



Iteracyjne metody uczenia

Metody bezposrednie
Q for k=1 to liczbaKrokow

uczacej)

0 Wiy = Wi+ Ap(X i d"); (zmiana parametrow zalezy od pojedynczej probki

M. Korzen

o

(=
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Iteracyjne metody uczenia

Metody bezposrednie

Q for k=1 to liczbaKrokow
0 Wiy = Wi+ Ap(X i d"); (zmiana parametrow zalezy od pojedynczej probki
uczacej)

Metody wsadowe

@ for k=1 to liczbaKrokow

@ Wiy = Wi+ Ar(X, d); (zmiana parametréw zalezy od catego zbioru
uczacego)
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Algorytmy Prognozujace - Klasyfikacja
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M. Korzen Algorytmy Eksploracji Danych



Klasyfikacja

Problem klasyfikacji

Jest to problem decyzyjny, w ktérym zadaniem jest
przyporzadkowanie pewnego obiektu, opisanego atrybutami x;, do
jednej z klas decyzyjnych c;

Problem budowy klasyfikatora

Majac prébe uczaca {(X’,d)}; =1,..., p pochodzaca z zadanego
systemu klasyfikacji chcemy zbudowac klasyfikator, ktéry obiekty
spoza proby uczacej bedzie przyporzadkowywat do wiasciwych klas
decyzyjnych

M. Korzen Algorytmy Eksploracji Danych



Ocena jakosci klasyfikatora

Uwagi
@ Nie mozna ocenic¢ jakosci klasyfikatora na prébie uczacej
(dlaczego?)
o Jakosc¢ klasyfikaciji to nie to samo co blad klasyfikatora

M. Korzen Algorytmy Eksploracji Danych



Ocena jakosci klasyfikatora

Uwagi
@ Nie mozna ocenic¢ jakosci klasyfikatora na prébie uczacej
(dlaczego?)
o Jakosc¢ klasyfikaciji to nie to samo co blad klasyfikatora

Do oceny klasyfikatora nalezy wykorzysta¢ dane, ktére nie braty
udziatu w procesie uczenia

M. Korzen Algorytmy Eksploracji Danych



1a

niedouczen

iai

sko przeuczen

Zja

Rys. Model nauczony prawidtowo (a) oraz model przeuczony (b) — btad obu

modeli jest taki sam

Algorytmy Eksploracji Danych
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Zjawisko przeuczenia i niedouczenia

Rys. Model ztozony nauczony prawidtowo (a) oraz model niedouczony (b);
doktadnosc¢ klasyfikacji: (a) 95%, (b) 84%
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Ocena jakosci klasyfikatora

Podzial danych
e Dzielimy zbiér wzorcow P=Uu VU T
e U- pr(’)ba UCZacCa (na tej probie wykonujemy algorytm uczenia)
o V- pr(’)ba Waliduj aca (stuzy do oceny klasyfikatora w trakcie procesu uczenia)

@ T - préba testowa (na niej okreslamy btad klasyfikatora)

Uwaga

Gdy nie mamy préby testowej lub préba uczaca jest zbyt mata
doktadnos¢ klasyfikatora mozemy wyznaczy¢ metoda
kroswalidacji
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Ocena jakosci klasyfikatora

klasa \ klasyfikowany jako: H negatywny ‘ pozytywny ‘
negatywny TN FP
pozytywny EN TP

@ TP TF - prawdziwe pozytywy, prawdziwe negatywy

@ FP - falszywie pozytywy - negatywny klasyfikowany jako pozytywny

@ FN - falszywie negatywny - pozytywny klasyfikowany jako
negatywny

T- true, F- false
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Ocena jakosci klasyfikatora

Miary jako$ci klasyfikatora

o dokladnos¢ klasyfikacji

TP+TN
TP+TN+FP+FN

o blad klasyfikacji

FP+FN
TP+TN+FP+FN

o czulosé

P
TP+FN

@ specyficznos$é

TN
TN+FP
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Ocena jakosci klasyfikatora

Miary jakosci klasyfikatora

@ F-miara

2TP
2TP+FP+FN

@ zbalansowana dokladnos¢

1_1P_ 1 _IN
2 TP+FN * 2 TN+EP

Uwaga TP+ FN jest to prawdopodobienstwo wystapienia
przypadku pozytywnego, natomiast TN + FP - negatywnego.
(Jak wypada klasyfikator bezregutlowy w Swietle tej miary ?)
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Macierz kosztow

Domyslne macierze kosztow

’ klasa \ klasyfikowany jako: H negatywny ‘ pozytywny ‘

negatywny 0 1
pozytywny 1 0
’ klasa \ klasyfikowany jako: H A ‘ B ‘ C ‘
A 0|11
B 1 1
C 1|0

W praktyce prawie zawsze mamy asymetrie — ponosimy rézne

koszty btednych decyzji

M. Korzen
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Krzywa ROC

o Stosujemy gdy dysponujemy prawdopodobiefistwem decyzji (a
nie decyzja typu 0, 1)

@ Obieramy prog, przy ktérym klase uznajemy za pozytywna lub
negatywna

@ Przy ustalonym progu liczymy TP, TN, FP, FN

@ Zaznaczamy na wykresie czulo$¢ i 1-specyficznos¢

e Powtarzamy dla r6znych warto$ci progu

M. Korzen Algorytmy Eksploracji Danych



Uwagi

Odsetek biednych klasyﬁkacji (bezposrednia maksymalizacja NP-trudna

nawet gdy szukamy prostej separujacej)

Krzywa ROC, AUC - bezposrednia minimalizacja powoduje
pewne problemy

Maksimum TP, TN lub co$ posredniego zaleznie od asymetrii
klasy decyzyjnych

Maksimum funkcji jako$ci np.: btedu, lub wiarygodnosci mie

mozna zastosowaé w kazdej sytuacji)
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Krzywa ROC przyklad
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Przeglad metod klasyfikacji

Funkcyjne (MLP, SVM, regresja logistyczna)
e Klasyfikatory liniowe

Bazujace na probkach (ang. instance based classifier) (k-NN)
Naiwny klasyfikator bayesa

Klasyfikatory regutowe (drzewa decyzyjne, zbiory regul)
Meta-klasyfikatory
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Ograniczenia uczenia maszynowego

Nie ma nic za darmo (ang. no-free-lunch theorem)

Wszystkie klasyfikatory sg tak samo dobre (lub zle) jezeli wziaé
srednig po wszystkich mozliwych zbiorach danych

Wnhioski

@ Raczej nie nalezy poszukiwac najlepszego klasyfikatora w
OgéanéCi (w szczegolnosci btedem jest wziecie kilku zbioréw danych i wybranie
na ich postawie najlepszego klasyfikatora)

@ Jezeli chcemy powiedzie¢ ze klasyfikator jest dobry musimy
powiedzieé w jakiej sytuacji (zwykle zaktadajac co nieco na temat danych)

© Zaleznie od danych (patrzac na rozktad jak i na ilos¢), ktore posiadamy
o pewnych klasyfikatorach mozna powiedziec, ze sg lepsze lub
gOISZe (co nie wynika z powyzszego twierdzenia)
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Naiwny klasyfikator Bayes’a (ng. Naive Bayes)

Optymalny klasyfikator Bayesa:

Pr(c)pxlc;)

Pr(cilx) = )

gdzie:
¢; oznacza i—ta klase decyzyjna

Pr(c;) oznacza prawdopodobieristwo wyboru decyzji ¢; niezaleznie od
danych

px), p(xlc;) oznaczajg funkcje gestosci rozkladu prébek pomiarowych
odpowiednio: taczng, oraz warunkowa w klasie c;.
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Naiwny klasyfikator Bayes’a (ng. Naive Bayes)

Naiwne zalozenie

Atrybuty xj,j = 1,..., n sg warunkowo niezalezne w klasach
decyzyjnych (pod warunkiem zmiennej decyzyjnej), t0 Znaczy

pxlc) = [ pxjlcy)
a=1

Zatem
Pr(c) ITiL, p(xjlci)
Pr(cilx) =
px)
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Naiwny klasyfikator Bayes’a wwagi

Uwaga 1. Mianownik jest zawsze staly (nie zalezy od klasy decyzyjnej
¢;) zatem nie mozna go tatwo dobrac tak, aby Pr(c;|x)
sumowaly sie, ze wzgledu na i do jednoSci. (co zapisujemy:
pleilx) o Pric) T, plxlep)

Uwaga 2. Klase decyzyjna dla danej obserwacji wybieramy te, ktéra
maksymalizuje prawdopodobienistwo klasyfikacji to
Znaczy:

n
¢, = argmax,, Pr(c;) H plxjlcy)
Jj=1
Uwaga 3. W przypadku atrybutéw ciggtych postugujemy sie
jednowymiarowymi rozktadami warunkowymi w klasach

decyzyjnych (najczesciej zakladamy, ze sa normalne lub stosujemy
algorytm EM).
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i (zastosowania)
Naiwny klasyfikator Bayes’a

Filtr spamu atrybuty binarne sg to stowa wystepujace w mailach a
wystapito, 0 nie wystapito)

P(spam|wyrazy) « Pr(spam) ]'[]’.l:1 Pr(wyraz|spam)

P(mspam|wyrazy) o< Pr(-ispam)[] }‘: 1 Pr(wyraz|—=spam)

Problem: gdy pewne stowa sie nie pojawia w
wiadomosciach — estymowane prawdopodobieristwo
wyniesie zero.

M. Korzen Algorytmy Eksploracji Danych
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Drzewa klasyfikacyjne

Drzewa binarne

Dzialaja na danych symbolicznych jak i numerycznych
Dobrze radza sobie z brakami

Stosunkowo szybkie jezeli wykonuja sie w pamieci
Zachlanny spos6b wyboru i podziatu kolejnych atrybutéw

Wyb6r atrybutu zalezny od przyrostu informacji / miary
zanieczyszczenia
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Drzewa klasyfikacyjne

Miary zanieczyszczenia (ang. impurity)

entropia miara rozproszenia atrybutu

k
H(a) = - Z Pr{a= p}log(Pria= p})
p=1

index Giniego
k
Gearr(@ =1- Y Pria= p}?
p=1

blad klasyfikacji
Qa)=1- r_nakar{a: p}2

jmee)
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Drzewa klasyfikacyjne

Miary warunkowe

entropia

k
H(dla=ay) =-)_ Pr{d= pla= a}log(Prid= pla= a})

p=1
index Giniego
k
Gearr(dla=a)=1- Y Prid=pla= a}?®
p=1
blad klasyfikacji

.....
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Drzewa klasyfikacyjne

Miary warunkowe
entropia
H(dla) =) Pr(a=a)H(d|la= a;)
i
index Giniego
Gearr(dla) =) _ Pr(a= a;)Gearr(dla= a;)
i
blad klasyfikacji

Qldla) = Z Pr(a=a;)Q(dla= a;)
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Informacja wzajemna (przyrost informacji)

Miary warunkowe
entropia
Ig(d,a) = H(a)+ H(d)— H(ad)
Iy(d,a) = H(d)-H(d|a)
index Giniego
Io(da@) = 2.
16 (d, @) = Gearr(d) — Gearr(dla)
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Miary rozproszenia

0.5
0.45
0.4

0.35

0.3

0.25

0.2

0.15

0.1

0.05

Poréwnanie miar H, G, Q.
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Algorytm budowy drzewa o kosica)

1: function T=TREE({A, d}, @Q, T, lastNode)
2 forall ae Ado

3 I :=1Ip(d, a) = Q(d) — Qld|a)
4: end for

5: a”* := argmax, ,(iz)
6 if I, = 0 then

7 return T

8 end if

9: HA dY A dY'] = split({A, d}, a*)

10: T.addEdge(lastNode, node(a*, vy))

il T.addEdge(lastNode, node(a*, v»))

12: T=tree({A, d}/, @Q, T, node(a*, v1))
13: T=tree({A, d}’’, @Q, T, node(a*, v>))
14: return T

15: end function
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Drzewa decyzyjne wuwagi

Uwaga 1. W przypadku atrybutéw ciaglych dokonujemy tzw.
podzialéw monotonicznych (sortujemy rekordy wzgledem
wybranego atrybutu oraz dla kazdego rekordu
sprawdzamy przyrost I(d, a))

Uwaga 2. Przycinanie drzewa wybranie kompromisu pomiedzy
koszem (jako$cia klasyfikacji), a ztozonos$cia drzewa (liczba
krawedzi)

Uwaga 3. Do oceny kosztu uzywamy préby walidujacej lub
kroswalidacji
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Troche historii

1838 Pierre Francois Verhulst (1804-1849), funkcja logistyczna jako
rozwigzanie rownania: %‘ =rmn (1 — %), N - liczba osobnikéw, k - pojemno$c

srodowiska. rozwigzanie:

n(r) = , C=1/N(0)-1/K

k
1+ Cke "t
1920 Reed & Pearl ponownie wzrost populacji
1930 Bliss iinni (w tym R. A. Fisher, probit, estymacja parametr6w metodg ML)
1944 J. Berkson (logit, minimum y?)
1957 (tu mamy perceptron)
1966 Cox (dalsze uogdlnienia) - modele Cox’a

1977 Pakiet BDMP (pierwsze powszechne uzycie w pakiecie statystycznym)
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Funkcja logistyczna

funkcja logistyczna
1
Y% w, b) = 11 o-Gwib
model do przewidywania prawdopodobieristwa klasyfikacji
p(1]x) = y(x)

p0]x) =1-y(x)
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Logit

Szansa (ang. odds):

logit(p) =logo= log( =log(p) —log(1 - p)

p= 1+1e‘“' log( Pp)

log(Tp) =b+xwy +...+x,Wwy,
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probit(p) = ®~'(p)
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Estymacja parametrow

P
[Ty w,b) a1 -y w, b))%

L(w,b) =
i=1
p
lw,b) = =) dilogy(x;w,b)+1-d;log(l—y(x;w,b)
i=1
al Lo yi(l—yi)x; 1 P
—=—)d————+0-d)——=-) (di—y)%
owj ,:Z{ ' Vi ll—J/i ,:Zi i

0l P
— =-N(di—v:
b ;:1( i—Yi)
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Kilka uwag

@ Perceptron ma sporo wspdlnego z regresja logistyczna

e SVM réwniez jezeli poréwna sie funkcje straty: Q(z) = (1 —2)+
oraz Q(z) =log(l + e™%).

@ regresja logistyczna sama w sobie nie jest odporna na atrybuty
zupelnie losowe (sg one w stanie zaburzaé¢ wyniki)

e W przypadku, gdy klasy maja rozklad normalny to MLE i SSE
daja jednakowe wyniki, w przeciwnym wypadku tak by¢ nie
musi.

e W przypadku zwyklej regresji liniowej oraz normalnej postaci
szumow dostajemy SSE stosujac MLE
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Algorytm uczenia

@ IRLS - w kolejnych krokach rozwigzujemy réwnanie aa_ul;j =0

(ztozonoéé o(m + 1+ p), odwracanie macierzy)
@ WLS + liniowy CG
o CG

@ inne

M. Korzen Algorytmy Eksploracji Danych



Z test, Wald,a » (istotnosc wspélczynnikéw, R)

Estimate Std. Error z value Pr(>|z|)
(Intercept) -1.54004 0.26915 -5.722 0.0000000105 *x**
oddzial21l 0.53683 0.19337 2.776 0.005500 **
lokalizacjall 0.13925 0.19648 0.709 0.478491
lokalizacja2l -0.19685 0.24446 -0.805 0.420681
wiekpon40.51 0.59341 0.15513 3.825 0.000131 ***
plecll 0.19880 0.17836 1.115 0.265035
wykszt1l 0.55800 0.17271 3.231 0.001234 =*x*
wykszt121 -0.07831 0.70598 -0.111 0.911677
wykszt31 -0.23314 0.31479 -0.741 0.458928
wykszt41l -0.47791 0.21855 -2.187 0.028764 *
miejscell -0.30177 0.25917 -1.164 0.244276
miejsce21 -0.40837 0.23165 -1.763 0.077929 .
miejsce31 -0.01204 0.23865 -0.050 0.959771
miejsce4l NA NA NA NA
rozp21 0.80688 0.15781 5.113 0.0000003173 x*x**
stom21 -0.35270 0.15166 -2.326 0.020041 *
oper21 0.75903 0.15351 4.945 0.0000007632 ***
transfl1l 0.49115 0.19632 2.502 0.012356 *
injek21 0.54147 0.24742 2.188 0.028633 *
tatuazll 0.84862 0.20783 4.083 0.0000444170 ***
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Test ilorazu wiarygodnosSci

Df Deviance Resid. Df Resid. Dev P(>|Chil)
NULL 1068 1390.15

oddzial2 1 14.14 1067 1376.01 0.0001694481
lokalizacjal 1 0.05 1066 1375.96 0.83
lokalizacja2 1 6.69 1065 1369.27 0.01
wiekpon40.5 1 21.37 1064 1347.90 0.0000037833
plecl 1 5.97 1063 1341.93 0.01

wyksztl 1 18.40 1062 1323.53 0.0000178989
wykszt12 1 0.15 1061 1323.38 0.70

wykszt3 1 0.26 1060 1323.12 0.61

wykszt4 1 4.62 1059 1318.50 0.03

miejscel 1 0.01 1058 1318.49 0.90
miejsce2 1 5.56 1057 1312.92 0.02
miejsce3 1 0.0017571245 1056 1312.92 0.97
miejsce4 0 0.00 1056 1312.92

rozp2 1 29.37 1055 1283.55 0.0000000598
stom2 1 4.93 1054 1278.62 0.03

oper2 1 26.32 1053 1252.30 0.0000002895
transfl 1 7.73 1052 1244.58 0.01

injek2 1 5.79 1051 1238.79 0.02

tatuazl 1 16.76 1050 1222.03 0.0000424593
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eksperymenty

ir —_—
max. marg.
regularyzacja
backprop
| logistic
I logistic L1
0.95 gim
0.9
0.85
0.8
0.75 . . . . . . . . .
0.1 0.2 03 0.4 0.5 0.6 0.7 0.8 0.9
Krzywa ROC dane krvskp
o F
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eksperymenty

1-
F/’—/;' max. marg.
0.9H regularyzacja
backprop
logistic
0.8+ logistic L1
glm
0.7;
0.6
0.5K
0.4
0.3
0.2
0.1
0 I I I I I I I I I )
0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
Krzywa ROC dane mushroom
o (= = = =

M. Korzen Algorytmy Eksploracji Danych



eksperymenty

max. marg.
regularyzacja
backprop
logistic
logistic L1
glm
0.4
0.3
0.2}
0.1}
0 I I I I I I I I I )
0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
Krzywa ROC dane ionosphere
o (= = = =
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eksperymenty

—_——

I —=
max. marg.
regularyzacja
backprop
logistic
logistic L1
glm

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1

Krzywa ROC dane sonar

[m] = =
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eksperymenty

0.9

0.8

0.7

0.6

0.5

0.4

0.3

0.2

0.1

max. marg.
regularyzacja
backprop
logistic
logistic L1
glm

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1

Krzywa ROC dane PAM szczepienie HBV
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Algorytm podstawowy wady i zalety

@ Niejednoznaczne rozwigzanie w przypadku atrybutéw
warunkowych 1: 1 zaleznych

o Brak wbudowanego mechanizmu selekcji atrybutéw

o Nieodporny na dodawanie szumoé6w — atrybutéw niezaleznych
z decyzja

o Nie uwzglednia wiedzy a priori na temat rozkladu wag
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Kiedy regularyzacja jest konieczna ?

@ Numeryczna niestabilnos¢ algorytméw

e Niejednoznaczno$c¢ rozwigzania

@ Mamy pewng wiedze na temat mozliwych rozwigzan
Przykltad (A. N. Tichonow 1943, 1963, 1977):
Szukamy ||Ax — b||? — min, w przyp. gdy A jest osobliwa mamy duza
liczbe rozwigzan. Mozemy wybrac jedno dodajac term z karg za
wielko$¢ rozwigzania:

| Ax — b||® + |Tx/|> — min
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Troche historii

A. N. Tichonow 1943, 1963, 1977 regularyzacja zastosowana do
probleméw numerycznych

A. E. Hoerl 1962 regresja (liniowa) grzebieniowa (ang. ridge regression)
kara: y|lwll,

R. Tibshirani 1996 lasso B|wl,

H. Zou, T. Hastie 2003 regresja liniowa elastic net
(1-P)llwlz+ pllwly
B. Eﬁ‘Ol’l 2004 LARS (ang. least angle regression)
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elastic net

T
IdI

tch map

Standardized Coefficients
0
I
T
age

-500

T T T T T T
0.0 0.2 0.4 0.6 0.8 1.0

|beta|/max|beta|

Ninknin alactic nat Ala +Asncoh sarartndoi norarmatrs R dana A3 alnd ~An
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Dlaczego regularyzacja dziala ?

Motywacja geometryczna
p
max I(w) = muz}lxglog(p(dlx, w))

przy ograniczeniach:
lwlg<B

Réwnowaznie uzywajac mnoznikéw Lagrange’a:

p
mua}xz log(p(dlx, w)) =y Y_ lwil
i=1 i
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Dlaczego regularyzacja dziala ?

Motywacja bayesowska

Interesuje nas rozklad wag pod warunkiem danych
D: {X) d}izl,...,p;Xe Rn

p(w|D,y) x P(D|w,y)p(w|y)

Zalozenie a priori: wagi sa niezalezne i maja rozktad Lapace’a:
Y —vlwil o
5 e " faczny rozklad wag:

i=12 2
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Dlaczego regularyzacja dziala ?

Motywacja bayesowska
Maksymalizujemy logarytmiczna wiarygodno$¢ modelu:

log(p(w|D,y)) o< log(P(Dlw,y) p(wly)) =

lw)—y)_ lwil+c
i
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Dlaczego regularyzacja dziala ?

Algorytmy obortowo-niezmiennicze

Niech M bedzie macierza ortogonalng (M- M' = M’ - M = 1), wynik
dziatania algorytmu dla danych {X, d} jest identyczny jak dla
danych {X - M, d}, m. in.:

SVM z jadrami liniowym, wielomianowymi, gaussowskimi
MLP + backprop

zwykla T egresja logistyczna, (réwniez z regularyzacjq 121

regula perceptronu
PCA
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Dlaczego regularyzacja dziala ?

Algorytmy nie obortowo-niezmiennicze
e naiwny klasyfikator bayesowski
e drzewa decyzyjne z rozcieciami wzgledem atrybutow ((bez
mutli-rozciec)
e regresja logistyczna z regularyzacja L'
) Wi@kSZOéé algorytméw selekcji cech (np. uzywajac przyrostu informacji

czy indeksu Giniego)
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Algorytmy obortowo-niezmiennicze

Zasadnicze réznice
@ Dla dowolnego algorytmu obrotowo niezmienniczego istniejq
problemy liniowo separowalne, ktére wymagaja liczby prébek
liniowo zaleznej od liczby atrybutéw. [A. Y. Ng]

@ Regresje z regularyzacja L; oraz naiwny klasyfikator Bayes’a
mozna z powodzeniem uczy¢, gdy liczba prébek jest w
przyblizeniu logarytmem z liczby atrybutéw

e Gdy préba jest wystarczajaco duza SVM, LR daja rozwigzania
doktadne
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Czesc X

Regresja logistyczna z regularyzacja bayesowska J
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Regularyzacja bayesowska

Maksymalizujemy logarytmiczng wiarygodno$¢ modelu:
log(p(w|D,0))  log(P(Dlw,0) p(w|6))

p(w|0) - rozktad apriori

0 —wektor parametréw rozktadu apriori
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Co optymalizujemy

M(w, b,0)

Q(w, b; ¢;y)

1
[Ty w, %A - yix; w, b))~ p(wl D, 6)
i=1

log(M(w, b, cly)

1
= ) dilogy(x; w,b) + (1—d;)log(1 - y(x;; w, b)) +

i=1

V)

Q
log (p(wl0)) = Qp(x, w) + Qu(w,0)
[ —
QLU
Qp term ze zwyklej regresji logistycznej wsp6lny dla
wszystkich metod zalezny od danych

Q,, term zalezny od rozktadu a-priori wag, @ - wektor

parametréw tego rozktadu)
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Zalozenia a-priori

@ brak zalozen:
pw) =21

(przed uczeniem kazda mozliwa warto$¢ wag jest dla nas jednakowo

prawdopodobna/mozliwa?)

G Gauss:
(wla)—;ex (—ﬁ)
G C2n\o P\ 7552
L Laplace:
(W) = lex (—M)
148 o) p 1
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pochodne loglikelihood’a wzgledem w

4Q U o}

- di— v xs + —— 1 :
o, ;( : yl)xl]+awj og(pwlc,y))
0Q P

= = —;(dl—yl)
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Qu =log(p(w,0))

n w2
log(pg) = ), i =y w;* + const (5)
i=1 i=1
| wil &z
logp) = ), 7= =y |wj| + const (6)
i=1 i=1
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pochodne f. kary (Q,) wzgledem w

0log(pc)

dlog(pr) .

% = ysign(w;) (8
9)
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Algorytm uczenia - szczegoly

@ Zauwazmy, ze w minimum Q dostajemy:

dlog(Q)  dlog(Qp)

= +ysign(w;) =0, 10
ow; ow; y sign(w;) (10)
e zatem, w; =0, jezeli | mog(QD <yorazw;#0oile ‘ 6loagl£)?D) =7.
@ praktycznie zerujemy skladowq gradientu jezeli:
lw;l] < 1E-10 (11)
’ 0log(Qp) 12)
0 wj
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Czesc XI

Metoda najwigkszej wiarygodnosci
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Metoda najwiekszej wiarygodnosci

e Stuzy estymacji parametréw rozkladu
o Wykorzystuje funkcje wiarygodnosci
p
Ix, w) = [ | plxj, w)
j=1

@ Rozwigzaniem jest

w* = argmax,, l(x, w)

e Estymatory parametrow uzyskane MNW maja dobre wtasnosci

V.
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Metoda najwiekszej wiarygodnosci przyidag

X; -probki brane z populacji o rozkladzie normalnym
_ Gew?

p(x,ﬂ,a') = #z—ne 202

1 _(Xj—IJ)Z
Ix,uw = e 202
: l;[U\/ZT[
(xj*ll)z
Lix,u) = lo e 202
& g’ g(cr 21 )
(2 — )
L(x, = 1 -
(%, ) Og(a 27[) ; 202
P (xj— )
L’(x,u) — Z ] 2/“‘ —
9
p Zf:lxj
p
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Algorytm EM (ang. Expectation-Maximization)

Cechy algorytmu

@ Shuzy estymacji nieznanych parametréw rozktadu z danych
(np. klasteryzacja, uzupeknianie brakéw)

e Wykorzystuje logarytmiczna funkcje wiarygodnosci
@ Bezposrednia maksymalizacja tej funkciji jest czesto trudna ze
wzgledu na duza liczbe parametréw

@ Stosuje sie cyklicznie na przemian dwa kroki E i M, ktére
zapewniajq zbiezno$¢ do optimum
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Algorytm EM

Inicjacja

Wyznaczanie poczatkowych parametréw rozktadu

Iteracje

Krok E (szacowanie) obliczenie
"prawdopodobier’lstw“ (przynaleznosci, warto$ci funkcji gestosci)
warunkowych i tacznych dla prébek pomiarowych
Krok M (maksymalizacja) Wyznaczanie nowych parametréow
rozktadow (zwykle stosujac metode najwiekszej wiarygodnosci —

sumujac po danych)
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Oznaczenia

Pr(i), m; prawdopodobieristwo zajécia zdarzenia i (np. i-ta sktadowa)

Pr(ilx) prawdopodobieristwo klasy pod warunkiem danej (stopien
przynaleznosci) (prawdopodobieristwo posteriori, wyznaczane przy
pomocy tw. Bayes’a)

px), p(xlpi, 07), pxli) warto$¢ funkcji gestosci prawdopodobieristwa w danych
oraz i-tej skladowej — warunkowej funkcji gestosci

p liczba przykladéw, rozmiar zbioru danych

n liczba sktadowych w mieszance (funkcji przynaleznosci)

parametry modelu
= [u1,..., 45l
z = [on...,04]
I = [m,..., 75l

M. Korzen Algorytmy Eksploracji Danych



Mieszanka rozkladoéw gaussowskich (ng. caussian Mixture)

Zaktadamy taczny rozktad danych:

1 (x—yz,->2
pl, M, 2,10 = ) p(xlp,odmi= ) m; 27
Z i i— ; i \/ﬁ
Funkcja wiarygodno$ci i jej logarytm:
P n
I, M Z,1D) = []) pldps,odm; (13)
Jj=li=1
14 n
Lix, M,%,T) = Zlog(Zp(xlui.Ui)ﬂi) (14)

Zadamy maksimum przy ograniczeniach: Y ;7;=1
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Mieszanka rozkladéw gaussowskich @w

L(x, M, %,1I)

%

M. Korzen

™M=

log(z (le,u,-,a,')n,-)

n
n

~.
11

—
o~

—_

. P&l o)
log(;Pr(llx]) Pr(ilx)) )

p(xlui,oi)ni)
Pr(ilx))

M=

~.
]

—
7

M=
M=

Pr(ilx)) log(

~.

—
1l

—

< |
=

Y. > Pr(ilx)log(p(xl i, o))

j=li=1
—Pr(i|x;) log(Pr(ilx;))
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Mieszanka rozkladéw gaussowskich @w

Maksymalizujemy L przy ograniczeniach z uzyciem mnoznika
Lagrange’a A:

P n
Qu, M, Z,1) = Y 3 Pr(ilx)log(p(xlu;,o)m;)—
j=1i=1

Pr(ilxj) log(Pr(ilxj)) —
A mi—1
(£ni-1)

0oraz (krok E)
Tip(x|lu;,o;
Prilx) = nzp( |,Ul i)
i1 Tip(Xl i, 07)
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Mieszanka rozkladéw gaussowskich @w

Wi, 0, i, i=1,... nwyznaczamy z warunkow:

0
Q _
Opi
9Q
— =0
00’,’
9Q
— =0
aﬂi
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Mieszanka rozkladéw gaussowskich @w

Krok E:

Pr(ilx) = 7ip(X| i, 07)
L ip(X i, 0 5)

Krok M2:

p g
ijl Pr(ilx)) x;

pi = ,
X7, Priilx)
X7 Priilag) (g — i)
o; = D -
Yoy Priilx)
1P
mi = =) Pr(ix)

Zpor. defuzyfikacje metoda $rodka ciezkosci — zwlaszczai ;)
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Algorytm K-Srodkéw definicje

Punkt nalezy do sasiedztwa

Méwimy, ze punkt X nalezy do sasiedztwa srodka € jezeli:

Sasiedztwo

Sasiedztwem $rodka ¢/ nazywamy zbiér wszystkich punktéw X7,
ktére naleza do jego sasiedztwa.
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Algorytm Kmeans

1: function C=KMEANS(X)

2 Ci(O) € X,i=1,2,...,K; (losujemy poczatkowe $rodki z danych)

3 while3;_; Ci(n -D!= Ci(n) do (nastapita zmiana K-srodkow ?)
4 forallj=1,...,Kdo

5: S(Ci(n—1)) ={xe X: x=argminx€X(d(C,-,x)}

6 Cj(n) = mean S(C;(n—1))

7 end for

8 end while

9: end function
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Algorytm K'édekéW (ang. K-means)

Analogia do algorytmu EM
Krok E wyznaczenie sqsiedztwa S(C;) (funkcja charakterystyczna

sasiedztwa jest odpowiednikiem prawdopodobiernistwa klasyfikacji)
Pr(Cilxj) = x ¢, (x))
Krok M wyznaczenie centréw

X xc )%
Ci= ]pl—” =mean S(C))
Zj:l XCi(xj)
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K-$rodki - przyklady: samoorganizacja
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K-$rodki - przyklady: stan koncowy
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K-$rodki - przyklady: stan koncowy
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Algorytm K-Srodkow: problemy i uwagi

@ Czy algorytm zatrzyma sie dla kazdych danych wejsciowych?
@ Jak dobrac liczbe centréow K?

e Jak wybra¢ poczatkowe potozenia centrow?

e Czy podzial na grupy jest uzasadniony z punktu widzenia
rozktadu w danych? (odp.: ANOVA)
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Grupowanie - ocena jakosSci

btad kwantyzacji
P
elc) =) Ix" —c* &P
p=1

gdzie
¢” (x) jest srodkiem sasiedztwa dla punktu x
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Problem

Jak wybra¢ liczbe klas / funkcji przynaleznosci w przypadku bez
nadzoru?

)
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BIC (ang. Bayesian information criterion)

BIC = Loglikelihood — liczbaParametrow-log(rozmiarDanych)

szukamy takiej liczby klas kt6ra maksymalizuje BIC
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BIC (ang. Bayesian information criterion)

BIC = Loglikelihood — liczbaParametrow-log(rozmiarDanych)

szukamy takiej liczby klas kt6ra maksymalizuje BIC

Inny spos6b oceny jako$ci klasteryzacji to analiza wariancji

M. Korzen
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Algorytm EM w Matlabie

Pakiet Net1ab (autorzy: Ian Nabney, Christopher Bishop) dostepny pod
adresem: http://www.ncrg.aston.ac.uk/netlab/book.php
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http://www.ncrg.aston.ac.uk/netlab/book.php

Przydatne funkcje pakietu netlab uczenie

[centres] = kmeans(centres, data) algortym K-Srodk6w

mix = gmm(dim, ncentres, covartype) tworzy GMM model o
zadanym typie macierzy kowariancji

mix = gmminit(mix, x, options) inicjuje parametry modelu
GMM algorytmem K-Srodkéw
mix = gmmem(mix, x, options) dobér parametréw modelu GMM

algorytmem EM
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Przydatne funkcje pakietu netlab wnioskowanie

pdata = gmmprob(mix, x) funkcja gestosci mieszanki rozkltadéw
gaussowskich

pcidata = gmmpost(mix, x) prowdopodobienstwa posteriori,
klasy pod warunkiem obserwacji

mix = gmmactiv(mix, x) funkcje aktywacji, gausowskie sktadowe
mieszanki
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Przypadek jednowymiarowy

funkcja gestosci, histogram
T

0.06 T
0.04- q
0.02- il
0 = L
120 130 140 150 160 170 180 190 200 210
gestosci warunkowe
0.1 T T
niski
sredni
wysoki
0.05~ T
0 . f . f f .
120 130 140 150 160 170 180 190 200 210
funkcje prawdopodobienstwa klasyfikacji
il T T T T T T T
niski
sredni
wysoki
05~ T
0 " " . . . .
120 130 140 150 160 170 180 190 200 210

wzrost

Zastosowanie algorytmu EM do dyskretyzacji
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Przyklad 2D

Rozktad taczny i rozktady warunkowe klastréw.
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Przyklad 2D

1
12
13
14
0.8
0.6
0.4
~
0.2 S
-2
-1
0 1
0
1
-1
X, X,

Prawdopodobieristwa posteriori
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BIC (ang. Bayesian information criterion)

BiC BiC
= - - - - - - - - : T T T
1300} E 1600 //\
-1350 7’/\ -1700f
- . . . . . . _ . . . . . .
a 2 3 4 B 3 7 8 1 2 3 4 5 G 7 [
log likelihood log likelihood
-1 - - - - - E - T T T T
-1250 1 -1400F 1
-1300 1 -1600p 1
1 2 3 4 B 6 7 8 1 2 3 4 s G 7 [
liczba parametrow * log(rozmiar danych)
00 8
200 1
1 2 3 G 7 [

4 5
liczba Klas

Rys. BIC przypadek jednowymiarowy

M. Korzen

4 5
liczba klas

Rys. BIC przypadek dwuwymiarowy
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Czesc¢ XIII

Indulkcja Regut Decyzyjnych

J

o F
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Algorytm apriori

Stuzy do wykrywania interesujacych wzorcéw w danych

Dedykowany bazom danych w postaci transakcji

Kryteria interesujgcoSci: wsparcie i zaufanie

Standardowo pracuje na danych binarnych

Gléwna idea: wsparcie jest monotoniczng funkcjg zbioru
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Transakcje — koszyki sklepowe

] Tip \ Pip \ ilosc ‘

h A 1

| Tp [A[B[C[D[E] | h| B | 1
51 11100 h C 1

1) 0j0[0|1]|1 1) D 1

3 0[0[0]|1]0 1) E 1

Iy 0j0[0|1]|1 3 D 1

I5 0/0|0]|0]|1 Iy D 1

Is 100|160 Iy E 1

15 E 1

Czy tak zapisujemy transakcje fo b 1
sklepowe? s | D 1

Czy moze tak lepiej?

M. Korzen Algorytmy Eksploracji Danych



Definicje

zbior cech (ang. itemser) X < P— dowolny podzbi6r zbioru
atrybutéw
wsparcie (ang. support) supp(X) liczba transakcji zawierajacych
atrybuty X c P. (przyktadowo liczba wszystkich koszykéw w bazie,
w ktoérych wystepuja piwo i pieluchy)
zbidr czesty (frequentitemset) zbi6r spelniajacy relacje:
supp(X) > minsupp
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Definicje

reguta asocjacyjna implikacja X — Y, gdzie X, Y dowolne

podzbiory atrybutéw
wsparcie reguly supp(X — Y) = supp(XuUY)
zaufanie (ang. confidence) conf X—-Y)= % (przyktadowo

supp(piwou pieluchy)

supp(piwo) )

conf (piwo — pieluchy) =
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Definicje

Uwaga 1.

Uwaga 2.
Uwaga 3.

Jezeli XU Y jest czesty to zaréwno X jest czesty jaki Y, to
znaczy:
Ac B= supp(A) = supp(B)

_ suppXYZ) _ suppXYZ) _
conf(XY — 2) = SuppxY) > Supp(x) = conf(X — YZ)
sensownie jest przyjac, ze
supp(@) = |D|
oraz "
su
conf(@ —Y) = rl)Dpl
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Algorytm Apriori

Wejscie: zbior danych, mingypp, mingons

zbiory czeste znajdujemy wszystkie zbiory czeste korzystajac z
monotoniczno$ci wsparcia

generowanie regut ze zbioroéw czestych generujemy reguly o
zaufaniu wigkszym niz min,,y, dzielgc zbior czesty
na dwa podzbiory
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Apriori - generowanie zbioréw czestych

@ (; - lista zbioréw kandydujacych na zbiory czeste sktadajacych
sie i atrybutéw
@ F; - lista zbioréw czestych sktadajacych sie i atrybutéw

M. Korzen Algorytmy Eksploracji Danych



Apriori - generowanie zbioréw czestych

e i=0, C; - inicjujemy liste jednoelementowymi zbiorami
atrybutéw
@ Powtarzaj (dopoki lista kandydatéw C; jest niepusta)
© wstawiamy do F; wszystkie czeste z C; oraz zapamietujemy ich
wsparcia
© tworzymy zbiory kandydujace C;;; (dtugosci i+ 1) ze
Wszystklch F], =1,..., 1 (zbiér czesty musi by¢ nadzbiorem zbioréw
czestych, zestawiamy ze sobq wszystkie uzyskane zbiory czeste w pary oraz
sprawdzamy czy ich suma ma dlugos¢ i + 1 oraz czy wszystkie danej pary
podzbiory sg czeste)
Q@ i++

@ zwracamy rodzine {F;} zbioréw czestych
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Apriori - generowanie regul

o Iterujemy po wszystkich regutach X = Y, gdzie zar6wno X i XY
jest czesty
e Sprawdzamy czy reguty majg odpowiednie zaufania (ta czgs¢ nie

wymaga juz danych bo odpowiednie wsparcia sg juz wyznaczone)
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Algorytm z drzewkiem wyliczajacym podzbiory

e Stuzy do generowania zbioréw czestych

@ Prostsza w implementac;ji alternatywa dla algorytmu apriori

o Jezeli oba algorytmy sg napisane wydajnie jest troche mniej
wydajny niz apriori

o Gléwna idea:

e Iterujemy po wszystki podzbiorach

o Wszystkie czeste zbiory atrybutéw wstawiamy do listy S

e Minimalne zbiory nieczeste wstawiamy do listy B

e Przed wyznaczeniem wsparcia sprawdzamy czy rozwazany
zbidr atrybutéw nie jest nadzbiorem ktérego$ zbioru z listy B

M. Korzen Algorytmy Eksploracji Danych



Algorytm budowy drzewa o kosica)

1: function T=GENTREE(atrs, N)

2: for i=[N:-1: max(atrs)+1] do
3: gentree([atrs i], N)

4: end for

5: end function
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Przeliczanie podzbioréw

{}
{4}
{3}

{3, 4}
{2}

{2, 4}
{2, 3}
{2, 3, 4}
{1}

{1, 4}
{1, 3}
{1, 3, 4}
{1,2}
{1,2,4}
{1,2, 3}
{1,2,3, 4}
Pelne drzewo wyliczania podzbioréw kolejnosé przegladania
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Generowanie zbioréw czestych

Drzewo poszukiwania atrybutéw czestych
wraz z elementami na brzegu negatywnym

{
{5}
4

4, 5}
{3}
3,4
2}
{2, 5
2,4}
{2, 4, 5}
12,3}
{2,3, 4}
{1}
{1, 5}
{1, 4}
{1, 4, 5}
11,3}
{1, 3, 4}
{1,2}
{1, 2, 4}

zbiory czeste

{3, 5}
{1, 2, 5}
{1, 2, 3}

brzeg minimalne — nieczeste

kolejnos¢ przegladania
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Testowanie statystyczne regul

e Kazda reguta jest potencjalnie interesujagcym wzorcem
e Testowanie istotno$ci powinno by¢ przeprowadzane na
niezaleznym zbiorze testowym

e Ze wzgledu na duza liczbe regut a co za tym idzie testéw trzeba
korygowa¢ poziom istotnosci (np. stosujac poprawke Bonferroniego)

@ Mozna ograniczy¢ liczbe regul rozwazajac tzw. reguly pareto
optymalne - takie ktére nie sa zdominowane przez inne reguty
na wykresie (wsparcie, zaufanie)
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